Regles d’'association



Préparation des donnees

O Exemple: Moviegoer Database




Moviegoer Database

SELECT moviegoers.name, moviegoers.sex, moviegoers.age,

sources.source, movies.name

FROM movies, sources, moviegoers

WHERE sources.source_ID = moviegoers.source ID AND
movies.movie_ID = moviegoers.movie_ID

ORDER BY moviegoers.name;

Amy f 27 Oberlin Independence Day
Andrew m 25 Oberlin 12 Monkeys

Andy m 34 Oberlin The Birdcage
Anne f 30 Oberlin Trainspotting
Ansje f 25 Oberlin | Shot Andy Warhol
Beth f 30 Oberlin Chain Reaction
Bob m 51 Pinewoods Schindler's List
Brian m 23 Oberlin Super Cop

Candy f 29 Oberlin Eddie

Cara f 25 Oberlin Phenomenon
Cathy f 39 Mt. Auburn The Birdcage
Charles m 25 Oberlin Kingpin

Curt m 30 MRJ T2 Judgment Day
David m 40 MRJ Independence Day
Erica f 23 Mt. Auburn Trainspotting




Moviegoer Database

0o Classification
= Déterminer le sexe connaissant I'age, la source, et les films vus
= Déterminer la source connaissant le sexe, I'age, et les films vus

= Déterminer le film le plus récent connaissant les films passes,
I'age, le sexe et la source.

O Estimation

= Estimater 'age comme une fonction de la source, du sexe, et
des films passés

o Clustering

= Trouver les groupes de films qui sont souvent vus par les
mémes personnes

= Trouver les groupes de personnes qui regardent les mémes
films



Moviegoer Database

O Groupement par affinités
= market basket analysis: quels sont les films qui vont ensemble ?

= Besoin de créer des transactions pour chaque cinéphile
contenant les films qu’il a vu :

name TID Transaction

Amy 001 {Independence Day, Trainspotting}

Andrew 002 {12 Monkeys, The Birdcage, Trainspotting, Phenomenon}
Andy 003 {Super Cop, Independence Day, Kingpin}

Anne 004 {Trainspotting, Schindler's List}

= Regles d’association possibles :
{“Phenomenon”, “The Birdcage”} ==> {“Trainspotting”}

{“Trainspotting”, “The Birdcage”} ==> {sex = “f”}



Regles d’association

O Regles d’association :
= Trouver les motifs frequents, associations, corrélations, ou structures
causales a partir d'un entrepot de données (BD, fichier, ...)
O Exemples:
» Forme: “Body — Head [support, confiance]”.
= achete(x, “cacahuetes”) — achete(x, “biere”) [0.5%, 60%]
O Etant donnés :
= (1) une liste d’items |
= (2) une base D de transactions ou chaque transaction T est un
ensemble d’items (Tc I).
O Trouver: toutes les regles qui expriment une corrélation entre la
présence d’un item avec la présence d’'un ensemble d’items
= EXx., 98% des personnes qui achetent des cacahuetes achetent de la
biere



Support et Confiance d’une regle

O Trouver lesregles X & Y => Z avec un support et une
conflance > s et>c

= support, s, probabilité qu’une transaction contienne {X,Y,Z}
s({X,Y,Z}) = X & Y & Z|/|D|
= Le support définit la portée de la regle
Proportion d’objets contenant tous les attributs de la regle
5% des clients ont acheté les trois articles
= conflance, c, probabilité conditionnelle qu’une transaction
contenant {X, Y} contienne aussi Z
c{X,Y}=> Z)=|X&Y &Z|/|X&Y|
c({X, Y}=> Z)=s{X,Y,Z)/s {X,Y})
= La confiance définit la précision de la regle

Proportion d’objets contenant la consequence parmi ceux qui
contiennent I'antécédent

50% des clients qui ont acheté des céréales et du sucre ont
également acheté du lait



Differents types de regles
d’'association

O Booléenne vs. Quantitative

m associations sur des données discretes ou des données
symboliques vs. données continues

O Unique Vs. Multiple Dimensions
= un prédicate= une dimension; multiple prédicats = multiple
dimensions
= buys(x, “milk™) ==> buys(x, “butter”)
= age(X,30-45) \Nincome(X, 50K-75K) ==> buys(X, SUVcar)

O Unique niveau vs. analyse multi-niveau
= Base sur le niveau d’abstractions impliqué
= buys(x, “bread”) ==> buys(x, “milk”)
= buys(x, “wheat bread”) ==> buys(x, “2% milk”)



Support et Confiance d’une regle

Support de {A} ?
Support de {A, D} ?
Supportde {A, D, F} ?

{A, C} aun support de 2/5 = 40%
Regle {A} ==> {C} a une confiance de 2/4 =50%

Régle {C} ==> {A} a une confiance de 2/2 =100%

4/5
2/5
1/5

Confiance de {A, D} ==>{F} ? 1/2
Confiance de {A} ==>{D, F} ? 1/4

Transaction ID

ltems Bought

Itemsets fréquents | Support
{A} 4/5
{B} 2/5
{C} 2/5
{D} 2/5
{A,D} 2/5

1001 A B, C
1002 A, C
1003 A, D
1004 B,E,F
1005 A D, F
A|lB | C|D E | F
Al 4 1 2 2 0 1
B 1 2 1 0 1 1
C 2 1 2 0 0 0
D 2 0 0 2 0 1
E 0 1 0 0 1 1
F 1 1 0 1 1 2




Extraction de regles d’association

0 Certaines regles d’association ne nous intéressent pas :

= Celles qui ne concernent gu’une faible part des objets (support
faible)

= Celles qui ne sont vérifiees que par une faible proportion d’objets
(confiance faible)
O L’extraction ne va concerner que les regles d’association
(valides) dont le support est supérieur ou egal au seull
minsupport

= Car les regles utiles concernent une population «ximportante»
et dont la confiance est supérieure ou égale au seull
minconfiance
= Car on ne veut que les regles statistiguement significatives
O Les seuils minsupport et minconfiance sont définis par

I'utilisateur selon la nature des données analysées et I'objectif
de I'analyse




Extraction des itemsets fréquents

O Trouver les itemsets frequents : ceux qui ont un
support minimum (supérieur a un seuil)
= Un sous-ensemble d’'un ensemble frequent est
fréequent

l.e., si {AB} est frequent alors {A} et{B} le sont

Si un itemset n’a pas un support minimum, alors aucun
itemset I'incluant n’est fréquent (essentiel .

= Si {A} n’est pas frequent alors {AB} ne peut pas I'étre
= [terativement, trouver les itemsets fréquents dont la
cardinalité varie de 1 a k (k-itemset)
O Utiliser les itemsets fréquents pour générer les
regles d’association



Algorithme Apriori (Agrawal 93)

0 Premiere passe :
= recherche des l-itemsets
fréquents
= un compteur par produits

o L'algorithme génére un candidat de
taille k a partir de deux candidats de
taille k-1 différents par le dernier
élément

m  Apriori-Gen

0 Passek:

= comptage des k-itemsets
fréquents candidats

m Sélection des bons candidats

C,: Itemset candidat de taille k
L, : itemset frequent de taille k

L, = {fréquent items};
for (k=1; L !=Q; k++) do begin
C,.; = Apriori-Gen (candidats généres a
partir de L,)
for each transaction t dans la base do
incrémenter le nombre de
candidats dans C,_, qui
sont dans t
L., = candidats dans C,,, avec un
support_min
end
return U, L;



Apriori : un exemple (Mobasher)

Database D itemset|sup. 7 [itemset[sup.
TID |ltems C; {1} 2 / {-1} 2
10011 3 4 S D {2} 3 (2} 3
20012 3 5 can ; {3} 9 (3} 3
30012 35 {4} 1
{5} 3 |
400 [2 5 {5} 3
Cslitemset|sup C, |temset E
L, |itemset[sup 12y | 1 Scan D {12}
{131 | 2 (13} | 2 | « {13}
23| 2 |« | (15 ] 1 {15}
5 3 23] 2 {2 3}
}3 51 5 {25} ] 3 {2 5}
(35} ] 2 {3 5}
Cﬁg itemset Scan D th itemset Sup Note: {1,2,3}{1,2,5}
{2 35} {235} 2 | and{13.5) notinC,




Apriori-Gen

0 Geénération de 'ensemble Ck des k-itemsets candidats
Entrée : ensemble Fk-1 des (k-1)-itemsets fréequents
Sortie : ensembles Ck des k-itemsets candidats

1. insert into Ck

2. select p[1],p[2],...,p[k-1],q[K-1] Création
3. from Fk-1 p, Fk-1 g | des
4. where p[1] = q[1], ..., p[k-2] = q[k-2], p[k-1] < g[k-1]; candidats
potentiels
J
5. pour chaque itemset candidat ¢ dans Ck faire
6. pour chaque (k-1)-sous-ensemble s de c faire Suppression
7. si (s n'est pas dans Fk-1) alors supprimerdesde
Ck candidats
8. finpour nutiles

9. finpour



Exemple de génération de
candidats

O Soit 'ensemble des 3-itemsets frequents F3 = {ABC,
ABD, ACD, ACE, BCD}

O Jointure des 3-itemsets frequents de méme préfixe : F3*
F3
= ABCD par jointure de ABC et ABD
= ACDE par jointure de ACD et ACE

0 Elagage des candidats inutiles :

= ABCD est conserve car tous ses 3-sous-ensembles (ABC, ABD
et ACD) sont dans F3

= ACDE est supprimé car son 3-sous-ensemble ADE n’est pas
dans F3 (ADE n’est pas frequent et donc ACDE ne peut pas étre
fréquent)

O C4={ABCD}



Exemple: Regles d’association

O Supposons que les données soient dans une BD relationnelle avec
la table Transaction(Tid, Item). On a 108 tuples concernant 107
transactions et I'on a 105 items differents. En moyenne chaque
transaction concerne 10 items.

La requéte suivante sélectionne les paires d’'items fréquents
SELECT tl.item, t2.item
FROM transaction t1, transaction t2
WHERE t1.Tid=1t2.Tid AND tl.item <t2.item
GROUP BY tl.item, t2.item
HAVING COUNT(*) >= seuil*taille de la base

O Pour chaque transaction on a C(10, 2)=45 paires a regarder ainsi la
jointure a 45*107 tuples



Exemple: Regles d’association

O Remarque: si{item_1} n'est pas fréequent alors certainement la paire
{item_1, item_i} ne I'est pas. Considérons la requéte :

SELECT *

FROM transaction

GROUP BY item

HAVING COUNT(*) >= seuil*taille de la base

O

si seuil = 0,01 alors au plus 1000 items seront dans le résultat.

Raison: il y a 108 occurrences d’items. Pour qu’un item soit frequent
Il faut qu’il apparaisse 0,01 * 107 =105 fois.

O Pour chercher les paires frequentes, utiliser le résultat de la requéte
précédente plutbt que la table initiale

O



Problemes d’Aprior!

O Le principe de l'algorithme:
= Utiliser les (k — 1)-itemsets frequents pour générer les k-itemsets

= Scanner la base pour tester le support des candidats
O La ou I'algo peche :
= Beaucoup:

104 1-itemsets fréquent générant 107 2-itemsets candidats

Pour trouver les 100-itemsets on doit générer  2100= 1030
candidats.

m Plusieurs scans de la base:

On doit faire (n +1 ) scans, pour trouver les n-itemsets
fréequents



Exemple

O

O

Dans une station service, 10000 transactions dont 6000 avec carte,
6500 avec achat de viennoiserie et 3800 avec carte et viennoiserie

Carte =viennoiserie a pour confiance 3800/6000= 58%
Mais en fait la fréquence de viennoiserie est 6500/10000

Donc en réalité le fait d'utiliser la carte joue négativement sur l'achat
de viennoiseries
Amélioration d'une regle

A(X = Y)= confiance (X = Y)/ frequence(Y)

La regle est intéressante si 'amélioration est supérieure a 1



Amélioration

O Des regles avec un haut degré de confiance ne sont pas
necessairement utiles

= Sila confiance de {A, B} ==> {C} est moins que P(c) ?

= L’'amelioration donne le pouvoir de prédiction d’'une
regle compare au hasard :

. Pr(result |condition) confidence(rule)
lmprovement = =
Pr(result) support(result)
Itemset {A} hasa support of 4/5
AlBICIDIELF Rule {C} ==> {A} has confidence of 2/2
Al4|1|2|2|0]1
Bl 11211101111 | mprovement =5/4 =1.25
c|l2|1]|2]0]0]|oO
Dl 2lolol2lo0l1 Itemset {A} has a support pf 4/5
Rule{B} ==> {A} has confidence of 1/2
E|lO|1]|0] 0] 1|1
el 1l 1lol 11112 | mprovement = 5/8 = 0.625




Critiques des notions de Support
et de confiance

O Exemple :
= X et Y: positivement corrélés,
= X et Z, négativement corrélés
= Les support et confiance de
X=>Z dominent

o0 Nous avons besoin d’'une
mesure de corrélation

P(AUB)
Orf, , =
~ P(A)P(B)

O P(B|A)/P(B) est aussi appelé
e deA=>B
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Regle

Support

Confiance

X=>Y

25%

50%

X=>/

37,50%

/5%




Autres mesures

P(AAB)
P(A)P(B)
= Prendre en compte P(A) et P(B)

O Intérét (corrélation, lift)

= P(A & B)=P(B)*P(A), si A et B sont des événements indépendants

= A et B négativement corréles, si corr(A,B)<1.

X1111111110l0!0!0 ltemset Support Intérét
XY 25% 2

Y|1/1/0{0|0|0|0|0 X Z 37.50% 09

Z0(1(1(1{1/1/1|1 Y,Z 12,50% 0,57




Regles d’association pour le web

content mining

O Associations de Documents

= Trouver (content-based) des associations parmi des documents dans une

collection

= Les documents correspondent aux items et les mots correspondent aux

transactions

= Les itemsets frequents sont des groupes de docs dans lesquels plusieurs mots

apparaissent en commun

Doc 1 Doc 2 Doc 3 Doc n
business 5 5 2 1
capital 2 4 3 5
fund 0 0 0 1
invest 6 0 0 3

® Associations de Termes

Trouver les associations parmi les mots basée sur leurs occurrences
dans les documents
Intervertir la table (termes comme items, et docs comme transactions)



Regles d’association pour le web
usage mining

O Regles d’association dans les Transactions Web

= Deécouvrir les affinités parmi les ensembles de page Web a travers les sessions
d’un utilisateur

O Exemples

= 60% des clients qui ont accédé /products/, ont aussi accédé
/products/software/webminer.htm

= 30% des clients qui ont accédé /special-offer.html, ont passé une
commande dans /products/software/

= Exemple réel du site Olympique officiel IBM :
{Badminton, Diving} ==> {Table Tennis} [conf=69.7%, sup =0.35%)]

O Applications

m Ultiliser les regles pour proposer des contenus dynamiques et personnalisés aux
utilisateurs

m Précharger les fichiers qui seront le plus certainement accéder
= Trouver la meilleure maniére de structurer un site Web
= Cibler la publicité en ligne



Web usage mining : exemple

O Regles d’association a partir du Site Web de Cray
Research

Conf [supp Association Rule

82.8 | 3.17 |/PUBLIC/product-info/T3E

=_-==>
/PUBLIC/product-info/T3E/CRAY_T3E.html
90 0.14 |/PUBLIC/product-info/J90/3J90.html,
/PUBLIC/product-info/T3E

=_-==>
/PUBLIC/product-info/T3E/CRAY_T3E.html
97.2 | 0.15 |/PUBLIC/product-info/J90,
/PUBLIC/product-info/T3E/CRAY_T3E.html,
/PUBLIC/product-info/T90,

=_==>

/PUBLIC/product-info/T3E,
/PUBLIC/sc.html




Weka : Discretization Filter

[E3Weka Knowledge Explorer

Preprocess

Open file... Open URL... Open DB... Apphy Filters Replace Save...
-Base relation -Working relation
Relation: zoo Relation: zoo
Instances: 101 Attributes: 18 Instances: 101 Attributes: 18
-fttributes in base relation -Filters
AllFilter Add
all Hone Invert
Y Y Eg,gwek'a.,gui.G&nEriu:Dhj&ctEﬂitnr - |3] x|
Q. AMme -
1l animal - wekadfitters.AllFilter v
2 |[vl| hair weka.filters.AllFitter
3 vl feathers "~ |wekadfilters.AddFilter %
; E EQ_IQHS AUTIDULE | ogea filter s.AttributeFilter 7
¥ s
. @' ;T:mme Hamt iy eica filters.AttributeSelectionFilter
7 aguatic LR weka.fiters.CopyttributesFitter
8 [vl| predatar —
a{w] toothed weka.filters.FirstOrderFilter
10w hackbone weka.filters.InstanceFilter - |
44 Ll b o atbm e -




Weka : Discretization Filter

[=iWeka Knowledge Explorer

Preprocess

Open file... Open URL... Open DB... Apply Filters Replace Save...
-Base relation -Working relation
Relation: zoo Relation: zoo
Instances: 101 Attributes: 18 Instances: 101 Attributes: 18
- Attributes in hase relation -Filters
DizcretizeFilter-B 4 -F 14 HAudd
all MHone Invert
DiscretizeFilter-B 4 -F 14
M. Marme J
G |[¥] airbarne -~
7 ¥l aguatic Delete
& (vl predatar
q|[w]|toothed - fAittribute info for hase relation
10|[¥l backbone Hame: None Type: Hone
11 vl breathes Missing: None Distinct: Hone Lnigque: Hone
12 [v] venaomaous
13w/ fins
14 [v] legs
14 [v] tail -




[=iWeka Knowledge Explorer

Associator

|.ﬂxpri|:|ri -M10-C09-D0.05-m0.0-5-1.0

f=3 weka.gui.GenericO... [H[=] E3

“Associator outpt ——
Start Stop . b
significancelLevel 1.0
Save Output J
_Result list minConfidence IZI.E||
numBRules |10 |
minSupport I:I.III|
delta (0.05
lowerBoundMinSupport |01 |
OK Cancel
-Log
0T 2308, ernal. wekasUpporEe s Walkalo at nZ
01:33:06: Started an WWednesday, 19 January 2000
01:33:45: Baze relation iz now zoo {101 instances)
01:33:45:Warking relation is now zoa (101 instances)
014544 Working relation is now zoo-weka filters DiscretizeFilter-B4-F4 (101 instances)

-Status

OK




Weka : Aprior|

O

O

metricType : mesure de précision des regles de la forme G -> D.:

m La confiance est la proportion des exemples couvert par les prémisses qui sont également
couverts par la conséquence (support(G D) / support(G) = Prob(G D) / Prob(G)).

= Lift représente la confiance divisée par la proportion de tous les exemples qui sont couverts
par la conséguence. C'est une mesure d'importance de l'association qui est indépendante du
support (Prob(G D) / Prob(G) Prob(D)).

m La puissance (Leverage) est la proportion d'exemples supplémentaires a couvrir par les
prémisses et la conséquence au-dessus de ceux a compter si les prémisses et la
conséquence étaient indépendants de I'une de l'autre. Le nombre d'exemples que ceci
reprbé(se)r)lte est présenté entre parenthéses suivant la puissance (Prob(G D) - Prob(G)
Prob(D)).

m La conviction est une autre mesure (Prob(G) Prob(notD) / Prob(G notD))
lowerBoundMinSupport : limite inférieure pour le support minimum.

minMetric : points métriques minimum, considére seulement les regles avec des
scores plus hauts que cette valeur.

UpperBoundMinSupport : limite supérieure pour le support minimum. Commence a
diminuer itérativement le support minimum a partir de cette valeur.

RemoveAllMissingCols : retire les colonnes dont toutes les valeurs sont
manguantes.

significancelLevel : niveau de signification. Test de signification (métrique sur la
confiance seulement).

Delta : diminue itérativement le support par ce facteur : réduit le support jusqu'a ce
gue le support minimum ou le nombre exigé de régles soit atteint.

NumRules : nombre de regles a trouver.



